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Utgångspunkter

Projektet har haft följande mål:
• Att bidra med ett nytt och kompletterande 

perspektiv i beskrivningen och analysen av 
nuvarande processer och metoder för 
orsakkodning samt uppföljning och 
kvalitetsmätning av denna.

• Att kunna definiera en modell av de initiala 
bedömningar som görs i ett operativt skede, 
baserat på en härledning av hur den mänskliga, 
manuella orsakskodningen görs idag.

• Att göra en bedömning av huruvida det finns 
förutsättningar i nuläget eller inom överskådlig 
framtid för att använda AI-baserade metoder för 
att stödja någon del av processen kring 
orsakskodningen.
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Förutsättningar
• Processen kräver manuell handpåläggning för att samordna information.  

[…]	det	är	ju	egentligen	bara	föraren	och	TKL	som	har	koll	på	vad	som	har	hänt	om	man	ska	vara	riktigt	krass.	Så	det	
hänger	ju	mycket	på	att	TKL	skriver	framför	allt	i	sina	interna	texter	vad	som	faktiskt	har	hänt.

• Vi behöver utgå från den interntext som TKL samlar in.



Förutsättningar
• Orsakskoderna är hierarkiska

• Begränsar beslutsrymden.

• En försening kan kategoriseras till fem övergripande kategorier.
• Orsakskoden förfinas ner till nivå 3, där varje nivå har ett antal underkategorier. 
• Kodning ska ske till nivå 2. T ex DPR -.

• Finns total ca 230 möjliga orsakskoder.
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Orsakskoder 
• Dagliga lupputdrag under 30 dagar.

• Maj-Juni 2023.
• ~21000 händelser.

• Ger möjlighet att se förändringar i datan
• T ex ändrad orsakskod eller interntext.
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Data modellering
• Vi behöver göra om texten till något som 

algoritmerna kan förstå, t ex:
• Plockar bort stopp ord, t ex "bakom", "bara”
• Ord som enbart innehåller siffror ersätts av ett 

specifikt ord

• Texten delas upp i n-gram (1-3):
• Enskilda ord, 2 ord tillsammans, 3 ord 

tillsammans

• N-gram ges ett poäng mha TF-IDF:
• Term Frequency, Inverse document Frequency
• Dvs hur vanligt förekommande är ett ord i en 

internet mot hur ovanligt förekommande är det 
bland alla interntexter.

• 1000 ord behålls.



Data modellering
• Vi behöver göra om texten till något som 

algoritmerna kan förstå, t ex:
• Plockar bort stop ord, t ex "bakom", "bara”
• Ord som enbart innehåller siffror ersätts av ett 

specifikt ord

• Texten delas upp i n-gram (1-3):
• Enskilda ord, 2 ord tillsammans, 3 ord 

tillsammans

• N-gram ges ett poäng m.h.a. TF-IDF:
• Term Frequency, Inverse document Frequency
• Dvs hur vanligt förekommande är ett ord i en 

internet mot hur ovanligt förekommande är det 
bland alla interntexter.

• 1000 ord behålls.

Exempelmening: “sth 80 inte sth 100” :

 1-gram: “sth”, “80”, “inte”, “sth”, “100”

 2-gram:  “sth 80”, “80 inte”, “inte sth”, “sth 100” 

 3-gram: “sth 80 inte”, “80 inte sth”, “inte sth 100”



Algoritmer & utvärderingsmått
• SVM och Random Forest

• SVM har visat sig lämplig för textklassificering generellt. 
• Random Forest är en populär algoritm, där man kan förstå beslutsprocessen.

• Jämför med faktiska resultatet och en slumpmässig klassificerare

• Vi mäter prestanda med F1-score.

F1 = !∗#$
!∗#$%&$%&'



Hierarkisk modellering mot platt
• Vi tränar modellerna på interntexten och 

orsakskoden för dag 0.
• Vi testar en platt multiklass approach mot en 

hierarkisk multiklass approach.
• Bygger på att orskaskoderna är en förädling av 

nivåerna över.
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Hierarkisk vs Platt
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Intressanta resultat
• Vissa texter är väldigt lika varandra avseende 

vilka ord som är viktiga för koderna.



Hur kan AI-verktyg användas?
• Kan hjälpa nyanställda med förslag till vanligt 

förekommande händelser.
• Kan även användas inom utbildning.

“In our setting, we find that access to AI-generated 
recommendations increases worker productivity, 
improves customer sentiment, and is associated 
with reductions in employee turnover. “

“AI assistance leads to substantial improvements 
in problem resolution and customer satisfaction 
for newer- and less-skilled workers, but does not 
help the highest-skilled or most-experienced 
workers on these measures. “

“Analyzing the text of agent conversations, we find 
suggestive evidence that AI recommendations 
lead low-skill workers to communicate more like 
high-skill workers. “

Brynjolfsson, Erik, Danielle Li, and Lindsey R. Raymond. Generative AI at work. No. w31161. National Bureau of Economic Research, 2023.



Hur kan AI-verktyg användas?
• Kan byggas på med osäkerhet kring beslut 

och förklaringsmodeller.
• Förklaringsmodeller kan beskriva vilka ord som 

bidragit till att modellerna tror att det är en viss 
klass.

• Sannolikhet för en klassificering kan bidra med 
ett mått på hur säker en modell är ang. den 
orsakskod som föreslås.

• Båda är viktiga för att kunna säga när man ska 
och inte ska lita på modellen.

https://github.com/marcotcr/lime



Hur kan AI-verktyg användas?
• Kan även användas för att indikera fall som 

kvalitetsgruppen ska titta på.
• Komplettera processen med ett andra utlåtande

• Kan hjälpa både som bekräftande eller som 
undrande.

• Finns flera olika kriterier som skulle kunna vara 
indikatorer. T ex:
• Är TKL och modellen oense?
• Är modellen mycket osäker, vilket indikerar att 

det är en ovanlig typ av händelse?





Hur kan AI-verktyg användas?
• AI-verktyg kan öka kvalité och produktivitet:

• Färdigställde i genomsnitt 12.2% fler uppgifter,
• Färdigställde uppgifterna 25.1% snabbare,
• > 40% högre kvalité.

Figure 2: Performance Distribution - Inside the Frontier

Notes: This figure displays the full distribution of performance in the experimental task inside the frontier
for subjects in the three experimental groups (red for subjects in the GPT+Overview condition; green for
subjects in the GPT Only condition; blue for subjects in the control condition).
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